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RESUMO 

A aplicação de técnicas metaheurísticas para a solução de problemas com 

grande quantidade de repostas possíveis (NP-Completos), se mostra mais 

eficiente que as técnicas determinísticas ou técnicas heurísticas consideradas 

de busca local. O Algoritmo Genético (GA) é uma destas técnicas 

metaheurísticas e é consagrada no meio acadêmico e, bastante usada tanto de 

forma isolada, quanto em algoritmos híbridos implementada em conjunto com 

outras técnicas. Este projeto implementou o algoritmo metaheurístico híbrido 

(SAGAC), composto pelas técnicas Simulated Annealing (SA) e Algoritmo 

Genético (GA) com a inclusão de um mecanismo de aceleração de convergência 

que torne mais eficiente o processo de busca dentro de conjuntos de soluções. 

Este algoritmo busca acelerar a convergência dos resultados obtidos a cada 

iteração (geração do GA) processada. O projeto abordou três processos do 

agronegócio, os quais têm em comum a criação animal para produção de carne. 

São eles:  1º. Controle ambiental em criadouros de frangos, 2º. Logística de gado 

de corte e 3º. Planejamento de produção de monogástricos (frangos e suínos) 

por meio de modelos matemáticos que descrevem suas curvas de crescimento. 

Para o primeiro processo, aplicou-se o algoritmo metaheurístico para pesquisar 

uma combinação dos parâmetros ambientais (Temperatura = Tbs (°C), Umidade 

Relativa do ar = UR (%), Velocidade do vento = Var (m/s), Concentração de 

Amônia = NH3 (ppm) e Concentração de gás carbônico = CO2 (ppm)). O 

processo de otimização considerou quatro faixas etárias das aves (21, 28, 35, 

42 dias) e os resultados obtidos mostraram que houve aumento na taxa de 

melhoria da ambiência para as quatro faixas etárias, com a maior taxa de 

melhoria para as aves com 21 dias de idade. Para o segundo processo, aplicou-

se o SAGAC para otimizar os parâmetros logísticos (frigorífico, rota, caminhão) 

do processo de transporte de gado de corte entre o produtor e o frigorífico. Neste 

caso, haviam resultados obtidos por meio de um algoritmo determinístico 

(Branch-and-bound) os quais foram comparados com os resultados obtidos pelo 

SAGAC. Nas 22 duas simulações realizadas, o SAGAC obteve um desempenho 

médio 0,14% melhor que o algoritmo Branch-and-bound. Para o terceiro 

processo, utilizou-se o SAGAC para otimizar a combinação dos parâmetros de 

três modelos de curvas de crescimento (Gompertz, Logistic e Von Bertalanffy) 

de monogástricos (frangos e suínos) com o intuito de obter o maior coeficiente 



 

 

de derminação (R2) que representa a probabilidade de acerto dos dados 

simulados em relação aos dados reais de crescimento dos animais, indicando, 

por consequencia, o grau de confiabilidade nos dados do planejamento do 

processo. Os resultados obtidos apresentaram percentuais de coeficiente de 

determinação acima de 99% para frangos, com destaque para o modelo 

Gompertzque apresentou a maior taxa (99,998%) e, acima de 93% para suínos, 

com destaque para o modelo Logistic que apresentou a maior taxa (97,380%). 

Ao final desta pesquisa, verificou-se que o algoritmo (SAGAC) obteve um melhor 

desempenho que o Algoritmo Genético (GA) tradicional e outros algoritmos, na 

otimização dos processos do agronegócio abordados.  

 

Palavras-chave: Agronegócio, Metaheurística, SAGAC, Aceleração de 

Convergência, Otimização, Inteligência Computacional 

  



 

 

ABSTRACT 

Applying metaheuristic techniques to solve problems with many possible answers 

(NP-Complete) is more efficient than the deterministic techniques or heuristic 

techniques considered for local search. The Genetic Algorithm (GA) is one of 

these metaheuristic techniques and is enshrined in academia and is widely used 

both in isolation and in hybrid algorithms implemented in conjunction with other 

techniques. This project implemented the hybrid metaheuristic algorithm 

(SAGAC), composed of Simulated Annealing (SA) and Genetic Algorithm (GA) 

techniques, with the inclusion of a convergence acceleration mechanism that 

makes the search process more efficient within solution sets. This algorithm 

seeks to accelerate the convergence of the results obtained at each iteration (GA 

generation) processed. The project addressed three agribusiness processes, 

which have animal husbandry for meat production in common. They are: 1st. 

Environmental control in chicken farms, 2nd. Beef cattle logistics and 3rd. 

Production planning of monogastric animals (chickens and pigs) through 

mathematical models that describe their growth curves. For the first process, the 

metaheuristic algorithm was applied to search for a combination of environmental 

parameters (Temperature = Tbs (°C), Relative Air Humidity = RH (%), Wind 

speed = Var (m/s), Air Ammonia = NH3 (ppm) and Carbon dioxide concentration 

= CO2 (ppm)). The optimization process considered four age groups of birds (21, 

28, 35, and 42 days), and the results showed an increase in the rate of ambiance 

for the four age groups, with the highest rate of improvement for birds with 21 

days old. For the second process, SAGAC was applied to optimize the logistic 

parameters (slaughterhouse, route, truck) of the beef cattle transport process 

between the producer and the slaughterhouse. In this case, results were obtained 

through a deterministic algorithm (Branch-and-bound) compared with the results 

obtained by SAGAC. In the two 22 simulations performed, SAGAC obtained an 

average performance of 0.14% better than the Branch-and-bound algorithm. For 

the third process, SAGAC was used to optimize the combination of parameters 

from three models of growth curves (Gompertz, Logistic, and Von Bertalanffy) of 

monogastric animals (chickens and pigs) in order to obtain the highest 

determination coefficient (R2 ) which represents the probability of success of the 

simulated data concerning the actual data of the animals' growth, indicating, 

consequently, the degree of reliability in the process planning data. The results 



 

 

showed percentages of determination coefficient above 99% for chickens, with 

emphasis on the Gompertz model, which presented the highest rate (99.998%), 

and above 93% for pigs, with emphasis on the Logistic model, which presented 

the highest rate. (97.380%). At the end of this research, it was verified that the 

algorithm (SAGAC) obtained better performance than the traditional Genetic 

Algorithm (GA) and other algorithms in optimizing the approached agribusiness 

processes. 

 

 

Keywords: Agribusiness, Metaheuristics, SAGAC, Convergence Acceleration, 

Optimization, Computational Intelligence 

  



 

 

UTILIDADES 

Esta pesquisa é útil ao fornecer benefícios em relação ao processo de otimização 

pois, apresenta um algoritmo com capacidade de encontrar melhores resultados, 

em relação a outros algoritmos, para os processos abordados. O primeiro 

benefício é minimizar o consumo de recursos e, consequentemente tornar os 

processos mais sustentáveis. O, segundo benefício é pelo fato de o processo 

necessitar de menos recursos por causa da otimização, seus custos tenderão a 

cair e consequentemente seus produtos e serviços terão a possibilidade de 

serem vendidos a preços menores, e isso é socialmente correto porque as 

pessoas menos favorecidas economicamente poderão ter acesso a esses 

produtos e serviços. O terceiro benefício é organizacional, ou seja, por minimizar 

os custos do processo, consequentemente ocorre um aumento da lucratividade 

que pode desencadear uma sequência de fatos positivos. São eles: 1º. O 

revinvestimento total ou parcial dos lucros obtidos com a otimização, 2º. O 

crescimento do negócio devido ao reinvestimento dos lucros, 3º. O aumento do 

número de vagas de trabalho e/ou da renda do trabalhador devido ao 

crescimento do negócio, 4º. O aumento da demanda de mercado por causa da 

abertura de novas vagas de trabalho e/ou do aumento da renda do trabalhador, 

5º. O aumento do volume de vendas devido ao aumento da demanda de 

mercado que, consequentemente gerará mais lucratividade e, finalmente levará 

de volta ao primeiro (1º.) fato positivo, fechando assim um ciclo virtuoso de 

“prosperidade”. Esta pesquisa entrega em seus resultados, valores melhores 

para os parâmetros dos processos abordados, em relação a outras técnicas de 

otimização, comprovado nos artigos desta tese, proporcionando desta maneira, 

minimização de custos, consumo de recursos naturais e humanos e, por 

consequência, aumento de ganhos para os produtores. 

No que tange aos aspectos acadêmicos referentes às utilidades desta pesquisa, 

pode-se mencionar o fato de que a inteligência computacional, por meio de 

algoritmos heurísticos, metaheurísticos e híbridos, como o SAGAC, têm prestado 

uma importante contribuição à ciência com aplicações para resolução de 

problemas em tempo computacional viável, nos quais o conjunto de soluções é 

demasiadamente grande (NP-Completos). Estes tipos de problemas conhecidos 

como NP-Completos tornam inviável a implementação de aplicações que usam 

metodologias determinísticas, as quais garantem o retorno da(s) solução(ões) 



 

 

ótima(s) de um determinado problema, mas, para isto, devem pesquisar todo o 

conjunto de soluções e isto, demandaria a necessidade de um tempo de 

processamento também demasiadamente grande, tornando inviável o processo 

de otimização por estas técnicas. O algoritmo SAGAC, que tem “dentro” de si um 

algoritmo que aborda a estratégia evolutiva (Algoritmo Genético), utilizado na 

resolução dos mais variados problemas como, planejamento de produção, 

análise de dados geoespaciais entre outros, cujo conjunto de soluções possíveis 

faz parte dos NP-Completos. O Algoritmo metaheurístico híbrido com aceleração 

de convergência (SAGAC) foi desenvolvido com o objetivo de prover um 

incremento de desempenho do Algoritmo Genético no processo de busca pela 

solução ótima em conjuntos de soluções do tipo NP-completos e, encontrar 

resultados de melhor qualidade que, o Algoritmo Genético original normalmente 

não encontraria. 
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CAPÍTULO 1 

Este capítulo trata da abordagem teórica desta pesquisa, fazendo um apanhado da 

revisão bibliográfica e apresentando os objetivos desta pesquisa e a organização desta 

tese. 

1 Introdução 

 

Segundo o Governo Federal, a produção agropecuária brasileira teve o melhor 

desempenho dos últimos 32 anos, com um crescimento real de 17%, alcançando a cifra 

de R$ 871,3 bilhões. 

 É sabido que o agronegócio brasileiro tem grande importância econômica para 

o país e que este, é o setor de negócio que tem maior impacto no Produto Interno Bruto 

(PIB), na balança comercial e na produtividade (CENTRO DE ESTUDOS AVANÇADOS 

EM ECONOMIA APLICADA, 2017).    

 Considerando o mercado global do agronegócio, o Brasil está posicionado como 

um conhecido e relevante player. No que tange aos impactos sociais e ambientais, a 

sociedade tem observado de perto e com julgamento crítico, o sistemas operativos das 

companhias que operam neste setor e, avaliando o impacto destes sistemas na 

sociedade e no meio-ambiente. Após pesquisas realizadas e a divulgação de dados 

negativos que estas companhias causavam à sociedade e ao meio-ambiente, houve 

uma mobilização por parte destas no sentido de um voluntariado que promovesse 

impactos sociais e ambientais mais positivos (DOS SANTOS et al., 2020). 

 O sistema agrícola brasileiro é uma corrente de suprimentos cujos elos, ligados 

entre si, são produtores, consumidores e importadores de outros países. Estes elos da 

corrente estão bem estruturados e com gestão moderna e competitiva. Este conjunto de 

características estão presentes nos produtores de grãos, oleaginosas, carne, açúcar, 

biocombustíveis, frutas e vegetais (PESSÔA e SIMÕES, 2020). 

 Ser um player competitivo globalmente é um desafio não só para o Brasil mas 

para todos os países. Desta forma, há uma maneira de superar este desafio que é, ter 

conhecimento da dinâmica do comércio global, e alinhar a sua pauta de exportação com 

a demanda mundial (CHRIST et al., 2021). 

 A adoção de métodos de otimização para a melhoria de previsão de séries e 

desempenho dos processos produtivos é uma das estratégias adotadas para tornar o 

agronegócio brasileiro competitivo. Dentre métodos aditados pode-se citar os algoritmos 

de otimização, o machine learning, técnicas de Inteligência Artifical como as Redes 
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Neurais Artificiais, entre outros (PUCHALSKY et al., 2018; BENVENGA & NÄÄS, 2021; 

DE ARRUDA SILVA et al., 2020)   

Segundo o site do Governo Federal (GOV, 2020) o Valor Bruto da Produção 

Agropecuária (VBP) do Brasil de 2020, alcançou a cifra de R$ 871,3 bilhões, tornando-

se o maior valor da série histórica dos últimos 32 anos, representando um crescimento 

real de 17%. As lavouras tiveram faturamento de R$ 580,5 bilhões, alta de 22,2%, e a 

pecuária, R$ 290,8 bilhões, incremento de 7,9%. De acordo com nota técnica da 

Secretaria de Política Agrícola, do Ministério da Agricultura, Pecuária e Abastecimento 

(MAPA, 2021), os produtos que mais contribuíram para o resultado foram o milho, com 

crescimento real de 26,2%; soja, com 42,8%; carne bovina, com 15,6%; e carne suína, 

23,7%. 

O faturamento da soja, milho e carne bovina foi de R$ 243,7 bilhões, R$ 99,5 

bilhões e R$ 126,3 bilhões, respectivamente. Destaca-se ainda a contribuição positiva 

da produção de ovos em 2020. Os resultados relacionados acima são possíveis não 

somente devido ao clima favorável ou ao vasto território brasileiro, mas, também ao 

desenvolvimento de tecnologias que proporcionam a melhoria dos processos produtivos 

do agronegócio. Graças a estas tecnologias, pode-se aumentar a produtividade e 

melhorar a qualidade dos produtos oriundos da agropecuária brasileira a cada ano, sem 

desmatar mais áreas nativas ou consumir mais recursos naturais. Alguns exemplos 

podem ser apresentados a seguir. 

Entretanto, muitos processos utilizados na produção pecuária e agrícola podem 

ser otimizados com o auxílio de algoritmos desenvolvidos para tal função, ou ainda 

adaptados para isto. 

 

1.1 Justificativa 

Como todo processo de otimização, que faz parte da área de Pesquisa 

Operacional, na Engenharia de Produção, a otimização de processos de produção de 

aves, suínos e bovinos para consumo por meio de algoritmos de otimização, visa utilizar 

algoritmos heurísticos, metaheurísticos ou híbridos para maximizar benefícios como, 

rendimento dos processos, qualidade dos produtos, lucratividade, etc. ou, minimizar 

custos desses processos como, consumo de insumos, energia, mão-de-obra. O 

principal benefício advindo do processo de otimização, além dos benefícios já 

relacionados neste parágrafo, é o aumento do potencial competitivo desses produtores, 
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podendo oferecer para o consumidor, produtos de melhor qualidade, a preços mais 

vantajosos, ou seja, a melhor relação Preço x Qualidade possível.  

O desenvolvimento de técnicas de otimização cada vez mais eficientes se faz 

necessário, devido ao crescente aparecimento de problemas cada vez mais complexos. 

Em problemas complexos de Job Shop, por exemplo, o GA não consegue encontrar 

uma solução satisfatória (SREEKARA REDDY et al., 2017). Daí advém a justificativa da 

pesquisa por melhorias de desempenho no GA e em outros algoritmos de otimização 

também. 

O algoritmo genético embora seja um método de otimização consagrado ainda 

não tem um desempenho satisfatório em problemas de otimização com alto grau de 

complexidade, a menos que seja implementado em conjunto com outras técnicas. Por 

este motivo, e considerando o método de otimização do Algoritmo Genético como um 

processo, justifica-se a proposição de melhorias com o objetivo de obtenção um ganho 

de eficiência. As Figuras 01 e 02 apresentan os diagramas que traduzem graficamente 

a justificativa deste projeto, explicada nos parágrafos anteriores.  

 

Figura 1 - Justificativa da pesquisa apoiada no conceito de Melhoria Contínua 

 A Figura 01 apresenta as razões pertinentes ao conceito de gestão da qualidade, 

na qual tem como um de seus objetivos a melhoria contínua dos processos e, por 

concequência, dos produtos e serviços. Já a Figura 02, por sua vez, apresenta os 

aspectos complementares  da justificativa deste projeto, nos quais são apresntados os 

possíveis benefícios oriundos dos processo de otimização. 
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Figura 2 - Justificativa da pesquisa apoiada nos benefícios do processo de otimização 

Outro aspecto do processo de otimização refere-se aos benefícios que podem ser 

obtidos. Estes benefícios poder-se-iam ser subdivididos em três categorias, sejam elas: 

a categoria de benefícios organizacionais, a categoria dos benefícios ambientais e a 

categoria dos benefícios sociais.  

 

1.2 Objetivos 

A presente pesquisa busca apresentar um algoritmo metaheurístico híbrido de 

otimização como uma ferramenta viável para os processos de produção de proteína 

animal, melhorando a eficiência desses processos e também da qualidade de seus 

produtos. 

1.2.1 Objetivo Geral 

O objetivo deste trabalho é investigar o desempenho do metaheurístico híbrido 

SAGAC, que é composto do algoritmo Simulate Annealing (SA) e do Algoritmo Genético 

(GA) com a inclusão de uma nova heurística que torne mais eficiente o processo de 

busca no conjunto de soluções de um problema.  

1.2.2 Objetivos Específicos 

1. Avaliar o desempenho do algoritmo SAGAC na otimização de processos de criação 

de animais de corte; 

2. Analisar o desempenho de algoritmos de otimização no abate de suínos de corte 
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1.3 Organização da tese 

Esta tese está dividida em cinco capítulos, da seguinte forma:  

1º. Capítulo - é apresentada uma introdução com suas considerações iniciais incluindo 

justificativa e objetivos da pesquisa.  

2º. Capítulo – fala sobre a produção agropecuária brasileira, dados sobre o balanço das 

exportações, comparações entre a produção de carne e outras culturas do agronegócio, 

como esta produção de carne é distribuída entre os estados da federação e também 

sobre a produção animal de precisão. Descreve alguns aspectos sobre aplicação da 

otimização de processos na agricultura e pecuária, o uso de ferramentas 

computacionais na produção animal e da aplicação de algoritmos de otimização dentro 

destes processos de otimização. Detalhes dos algoritmos envolvidos nesta pesquisa 

também são apresentados. 

3º. Capítulo - são apresentados os materiais e métodos utilizados neste trabalho. Desde 

a implementação, testes e análise de resultados do algoritmo SAGAC até a calibração 

dos algoritmos de cada técnica de otimização. 

4º. Capítulo - são apresentados os resultados obtidos com a implementação do 

algoritmo SAGAC, e análises comparativas dos resultados. 

5º. Capítulo – é a conclusão do trabalho com base nos resultados obtidos e, 

apresentação de sugestões de trabalhos que podem ser desenvolvidos a partir da 

implementação do algoritmo SAGAC. 
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CAPÍTULO 2 

2 Referencial teórico 

2.1 Produção Agropecuária Brasileira 

O Brasil é uma potência agrícola e boa parte de sua produção, seja da agricultura 

ou da pecuária ajuda a saciar a fome de populações ao redor do mundo. O balanço das 

exportações, importações e saldo da balança comercial do agronegócio brasileiro tem 

auxiliado nosso país a fechar a conta positivamente. A Tabela 01 apresenta a balança 

do agronegócio do Brasil em 2019 por setores em bilhões de dólares. 

 

Tabela 1 - Balanço das exportações, importações e saldo da balança comercial do 
agronegócio brasileiro em 2019 

BALANÇA COMERCIAL 

  EXPORTAÇÕES IMPORTAÇÕES SALDO 

Outros 100,29 123,96 -23,67 

Agronegócio 84,94 13,63 71,31 

Total 185,23 137,59 47,64 

 

Pode-se notar na Tabela 01, a diferença de desempenho na balança comercial 

entre o agronegócio brasileiro e outros setores produtivos no ano de 2019. Com US$ 

84,94 bi de produtos exportados (45,85% do total) e US$13,63 bi de produtos 

importados (9,91% do total), o agronegócio apresentou um saldo de US$ 71,31 bi que, 

com o saldo apresentado dos demais setores de US$ -23,66 bi, fez com que o saldo da 

balança comercial do país fechasse o ano positivamente. 

Abreu et al. (2020) usaram uma Rede Neural Artificial para predizer os valores da 

temperatura de ambientes envolvidos na criação de frangos de corte com o objetivo de 

proporcionar maior conforto aos animais.  

Dias et al. (2020) usaram as técnicas Planejamento Fatorial, Análise de Variância 

e Cálculos de Regressão com o objetivo de avaliar e modelar o equilíbrio higroscópico 

e as curvas de calor isotérmico do pericarpo e tecidos do endosperma do café arábica 

com o objetivo de alcançar o valor de equilíbrio de água contida na fruta com a água do 

ambiente. Diel et al. (2020) realizaram um estudo de viabilidade econômica da geração 

de eletricidade por meio de biorreatores que usam dejetos de suínos em fazendas de 

criação objetivando contribuir para a sustentabilidade ambiental com a redução da 

poluição. 
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Strathe et al. (2009) compararam quatro funções de crescimento e métodos de 

análise de dados, particularmente um que considera medições não-lineares repetidas 

para analisar modelos de predição do peso de mercado de suínos maximizando o 

retorno sobre os custos de criação. Dados foram coletados de um experimento com 40 

porcos mantidos desde o nascimento até a maturidade. 

Tavanti et al. (2020) investigaram a variabilidade espacial e sua correlação com 

outros atributos físicos e químicos do solo para gerar uma função de pedotransferência 

para estimar o índice “S”. Os resultados obtidos pela pesquisa indicaram que o índice 

“S” e correlacionado com a porosidade, estoques de carbono, capacidade de troca 

catiônica e frações de tamanho de partícula. 

Almeida et al. (2020) avaliaram o efeito das concentrações de glifosato sobre o 

risco potencial da dispersão de gotículas, tensão superficial de solução de pulverização 

e ângulo de contato das gotas nas superfícies. Foram conduzidos 3 experimentos e 

avaliado o potencial de dispersão pela mediana do diâmetro volumétrico (mediam 

volumetric diameter - MVD), porcentagem de volume de gotas com diâmetro menor que 

100 μm (% V <100 μm) e coeficiente de uniformidade (Span), com 12 repetições. 

Petry et al. (2020) modelaram o rendimento, balanço da água no solo e o retorno 

econômico da soja sob níveis diferentes de déficit de água. Foram avaliados os impactos 

do estresse hídrico na produtividade das lavouras e comparadas alternativas de manejo 

da irrigação com o objetivo de garantir um retorno econômico. Já Oliveira et al. (2020) 

analisaram a caracterização de aspectos específicos do gerenciamento de solo usando 

correlação espacial e linear entre o rendimento do feijão comum irrigado e as 

propriedades químicas do solo.  

Schinckel et al. (2009) avaliaram o impacto do peso ao desmame e do crescimento 

pós-desmame precoce de porcos para o crescimento final tardio quando alimentados 

com dietas à base de farinha de milho e soja ou dietas com baixa excreção de nutrientes. 

Os resultados mostraram que, em ambos os tratamentos dietéticos, os porcos com 

maior índice BW de crescimento ao desmame e maior índice ADG pós-desmame 

precoce necessitaram de menos dias para atingir o índice BW alvo de mercado. 

Baldacci et al. (2014) usaram um algoritmo interativo orientado pela abordagem 

de Lagrangean que, é uma técnica de busca local, associado à uma heurística, para 

resolver o problema de encaixe de formas para corte em superfícies, com o objetivo de 

minimizar as sobras. 
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Arcoverde et al. (2020) calcularam a influência da intensificação do tráfego de 

tratores nos atributos físicos do solo e nos componentes de rendimento da soja. O 

estudo ocorreu orientado por um planejamento fatorial durante 10 anos, em solo com 

plantio direto subdividido em blocos aleatórios, com cinco intensidades de tráfego de 

tratores (0, 2, 4, 6, 8 e 12 passes) e com cinco réplicas. Os cálculos mostraram que, 

após 12 passagens, mesmo com a mudança dos atributos físicos do solo, não houve 

limitação da produtividade do plantio da soja que, apresentou maior diâmetro do caule, 

número de vagens por planta, peso de grão por planta e rendimento de grão após 12 

passagens. 

Wulantuya et al. (2020) realizaram uma análise e estudo experimental sobre o 

processo de transporte de materiais de fibras agrícolas por transportadores de 

parafusos com o objetivo de melhorar a eficiência e a estabilidade do transportador 

helicoidal. Os fatores envolvidos neste processo que fizeram parte do estudo foram: os 

métodos de alimentação, as condições de funcionamento e características de fluxo dos 

materiais. Os resultados dos experimentos mostraram que, mudanças no ângulo das 

hélices e na forma de alimentação do material a ser transportado podem promover uma 

melhor estabilidade no transportador. 

Marey et al. (2020) examinaram a capacidade de uma rede neural artificial (RNA) 

em estimar o desempenho dos parâmetros para um arado em três campos com 

diferentes solos. Com os valores das variáveis: força de tração, profundidades de 

aração, conteúdo de umidade do solo, volume de solo densidades, índices de textura 

do solo e potência do trator; a RNA realizou previsão de desempenho para os seguintes 

itens: velocidade de arado, capacidade de campo efetiva (EFC), taxa de consumo de 

combustível (FC), eficiência energética geral (OEE) e a taxa de volume do solo arado 

(SVR).  

2.2 Produção brasileira de carne 

O Brasil é uma potência agrícola e boa parte de sua produção, seja da agricultura 

ou da pecuária ajuda a saciar a fome de populações ao redor do mundo. O Balanço das 

exportações, importações e saldo da balança comercial do agronegócio brasileiro tem 

auxiliado nosso país a fechar a conta positivamente.  

Segundo dados disponibilizados pelo Ministério da Agricultura Pecuária e 

Abastecimento e, exibidos no gráfico da Figura 01, pode-se notar a diferença entre as 

exportações e importações do agronegócio brasileiro apresentando, desde 1997, um 

saldo positivo na balança comercial. 
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Figura 3 - Balança Comercial do Agronegócio – Série Histórica 

Fonte: MAPA (2021) 

 

 

Na Figura 02, pode-se observar os percentuais de participação dos principais 

mercados consumidores dos produtos do agronegócio brasileiro. Nota-se que a China 

se destaca como principal comprador de nossos produtos, com uma participação de 

33,73% do total exportado, seguida da União Europeia com 16,17% e Estados Unidos 

com 6,91%. 

 

 

Figura 4 - Exportações Brasileiras do Agronegócio por Mercados 

Fonte: MAPA (2021) 

 

Analisando o gráfico da Figura 03, que apresenta os percentuais de participação 

dos estados no montante total das exportações do agronegócio, pode-se verificar que a 
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maioria das exportações (66,60%) está concentrada em cinco estados, relacionados em 

uma ordem decrescente de percentual, respectivamente: Mato Grosso (17,73%), São 

Paulo (17,09%), Paraná (13,18%), Rio Grande do Sul (9,96%) e Minas Gerais (8,64%). 

 

  

Figura 5 - Exportações Brasileiras do Agronegócio por Unidade Federativa – UF 

Fonte: MAPA (2021) 

 

Por fim, pode-se ver na Figura 04, a participação dos principais setores produtivos 

nas exportações do agronegócio brasileiro. Logo após o complexo soja, que lidera com 

34,96% das exportações, vem em seguida a participação da exportação de carnes com 

17,02% com um valor total exportado de US$17,16bi. 

 

Figura 6 - Exportações Brasileiras do Agronegócio por Setores 

Fonte: MAPA (2021) 
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É neste setor de produção de carne, mais especificamente de aves e suínos que 

se concentra esta pesquisado total de US$17,16 bilhões de carne exportada que, 

corresponde a 7,42 mil toneladas, pode-se identificar, na Figura 05, os percentuais de 

participação das carnes de frango, suínos e outros tipos e carne. 

 

Figura 7 - Participação das exportações de frango, suínos e outras no total de carnes 
exportadas em 2020 

Fonte: MAPA (2021) 

Os dados apresentados pelos gráficos (a) e (b) da Figura 05 informam a 

proporcionalidade das exportações de frango, suínos e outras carnes dentro do total de 

carnes exportadas pelo Brasil em 2020. Observando-se os dados percentuais de frango, 

pode-se notar que, embora a quantidade exportada seja a maior (55%), o valor faturado 

(35%) não é proporcional à esta quantidade. Por outro lado, quando se observa os 

mesmos dados referentes à suínos, identifica-se uma proporcionalidade dos 

percentuais entre o peso e o valor faturado.  

O Brasil é o maior exportador mundial de carne de corte. Controle de saúde, 

conhecimento e tecnologia bem como os aspectos naturais do país são apontados como 

as chaves para o sucesso desse produto no mercado (NÄÄS et al., 2015). Podemos 

constatar essa importância por meio dos estudos científicos realizados. 

 

2.3 Produção animal de Precisão 

A Produção Animal de Precisão é a modalidade que tem como objetivo maximizar 

vários aspectos da produção como: segurança, padronização, redução de custos, 

produtos ambientalmente corretos e processos que consideram e buscam o bem-estar 

dos animais (BANHAZI et al., 2012). 
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As indústrias pecuárias estão cada vez mais adotando ferramentas de agricultura 

de precisão e apoio à decisão. Como resultado, sensores, estações meteorológicas, 

rastreamento individual de animais, monitoramento de ração e outras fontes criam 

grandes volumes de dados, muitos dos quais são usados apenas para um único 

propósito. Existem benefícios potenciais inimagináveis de tornar os dados agrícolas 

interoperáveis e acessíveis e relacionando-os com fontes públicas de dados (BAHLOAC 

et al., 2019). 

A agricultura terá que aumentar sua produção para atender à demanda, abrindo 

as portas para o aumento da automação e da inovação tecnológica; intensificando a 

agricultura sustentável; e aplicações de pecuária de precisão (PLF). Os primeiros 

indicadores de problemas médicos, que usam sensores para alertar os pecuaristas 

precocemente sobre animais que precisam de cuidados especiais, estão se proliferando 

(HALACHMI et al., 2019). 

Nos domínios da agricultura e da pecuária, o processo de Big Data pode processar 

dados de diversas fontes heterogêneas, incluindo dados estruturados, por exemplo, 

dados de sensores, dados do tempo/climáticos e dados não estruturados como por 

exemplo, imagens e mapas de drone/satélite. Grandes quantidades de dados agrícolas 

podem ser usados para fornecer insights preditivos nas operações agrícolas, 

impulsionam decisões operacionais em tempo real e redesenham processos de 

negócios (ZEGINIS et al., 2019). 

A Produção Animal de Precisão é definida como: "a aplicação de princípios e 

técnicas de engenharia de processos à pecuária para monitorar, modelar e gerenciar 

automaticamente a produção animal. O objetivo primário da Produção Animal de 

Precisão é para tornar a pecuária mais sustentável economicamente, social e 

ambientalmente e isso pode ser obtida por meio da observação, interpretação dos 

comportamentos e, se possível, controle individual dos animais (TULLO et al., 2019). 

 

2.4 Aplicação da Otimização de Processos na Agricultura e Pecuária 

Sherwin et al. (2019) usaram as técnicas GA e RSM na Otimização dos 

parâmetros da rede neural, ou seja, determinar dois parâmetros, incluindo o número de 

neurônios na camada oculta e o parâmetro de propagação da rede neural da RBF, com 

o objetivo de para modelar e predizer as energias de saída das granjas de frangos de 

corte. Os resultados obtidos, com uma correlação mínima é 0,57, indicaram que o 

sistema de produção avícola está diretamente relacionado ao consumo de insumos 

como: alimentos, eletricidade, óleo diesel, mão-de-obra humana, etc. 
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Wijayaningrum et al. (2017) implementaram um algoritmo metaheurístico híbrido 

composto pelo Algoritmo Genético e Simulated Annealing para maximizar a composição 

de ingredientes para ração de aves domésticas de corte. Os experimentos mostraram 

que o algoritmo híbrido tem tempo de processamento maior, porém, consegue obter 

melhores resultados. Em outra pesquisa, Wang et al. (2010) usaram Algoritmo Genético 

para analisar o fluxo de energia de um sistema CCHP (combined cooling, heatind and 

power) e identificar o consumo de energia primária após a demanda térmica de uma 

edificação. Três critérios: 1. economia de energia primária (PES), 2. economia total 

anual de custos (ATCS) e 3. redução de emissão de dióxido de carbono  (CDER), foram 

selecionadas para avaliar o desempenho do sistema CCHP. Baseado no fluxo de 

energia do sistema CCHP, a capacidade e operação do sistema foi otimizada pelo 

algoritmo genético (GA). Os valores referentes as capacidades do sistema foram 

determinadas pelo GA considerando a estratégia operacional. Por meio de um exemplo 

numérico do sistema CCHP para um hotel em Pequim, a eficácia do método proposto 

foi demonstrada. 

Kristensen e Cornou (2011) realizaram o monitoramento automático dos níveis de 

atividade dos rebanhos de frangos de corte para detecção de padrões irregulares de 

atividade, indicando potenciais problemas no bem-estar dos animais. A técnica aplicada 

utiliza o registro das atividades dos animais por meio de câmeras de vídeos 

posicionadas acima do criadouro. O nível de atividade dos animais é detectado com o 

número de mudanças no bloco de pixels entre imagens consecutivas registradas a cada 

minuto. Os resultados obtidos indicam o potencial para a detecção automática dos 

desvios dos níveis de atividade nos rebanhos de frangos de corte. Em virtude disto, uma 

aplicação foi desenvolvida utilizando os métodos e modelagens apresentadas por esta 

pesquisa, com a função de avisar, em tempo real, o produtor de algum desvio anormal 

da atividade do rebanho de frango de corte. 

Aydin et al. (2014) propuseram um método de medição automática da quantidade 

de alimento ingerido por frangos de corte por meio de tecnologia de sons. Foi 

desenvolvimento de um algoritmo para detectar os sons das bicadas das aves e fazer 

uma relação com a quantidade de alimento ingerido. Os valores das quantidades de 

alimento ingerido foram obtidos por meio da medição da escala de peso e observações 

de vídeo. O som das bicadas de 12 frangos com idade de 28 dias da raça Ross-308, 

foram registrados durante 15 minutos por três dias consecutivos por um microfone 

instalado na área de alimentação. Três ensaios experimentais foram conduzidos com 

cada frango. Cada frango foi privado de alimento por quatro horas antes de cada 

experimento. Durante os experimentos, a quantidade de alimento disponibilizado foi 

automaticamente registrada usando um sistema de pesagem. O alimento desperdiçado, 
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em cada experimento, foi manualmente coletado e pesado. Baseado nos valores obtidos 

das medições do alimento disponibilizado e do alimento desperdiçado pelas aves, a 

quantidade de alimento ingerido foi calculada e usada para validação do algoritmo 

proposto. Os resultados mostraram que 93% dos sons das bicadas foram corretamente 

identificados pelo algoritmo. Além do mais, pela identificação do som das bicadas, uma 

relação entre o alimento fornecido, o alimento ingerido e o número de bicadas foi 

calculada e, uma relação linear entre estas três variáveis foi encontrada. Um teste de 

regressão linear foi realizado para definir o coeficiente de determinação entre o número 

de bicadas e o número de alimento fornecido as aves, cujo resultado foi de R2=0,995. 

Além disso, a relação entre a quantidade de alimento ingerido e a quantidade de bicadas 

foi investigado e o coeficiente de determinação obtido foi de R2=0,985. 

Aydin et al. (2015) propuseram um sistema de monitoramento avançado para 

medida precisa do nível de ingestão de alimentos de frangos de corte em grupo por 

meio de uma tecnologia de processamento de som em tempo real. Os sons de 10 

frangos de corte com 39 dias de vida, foram registrados por um microfone instalado na 

área de alimentação. Ao mesmo tempo, uma câmera foi instalada na parte superior da 

mesma área de alimentação. Simultaneamente, um sistema de pesagem foi usado para 

registrar automaticamente o fornecimento de alimento aos animais. Um algoritmo foi 

desenvolvido para detectar os sons de 10 frangos enquanto eles estavam comendo 

juntos. A quantidade de alimento ingerido pelos animais foi obtida pela análise realizada 

pelo algoritmo, dos sons das bicadas enquanto as aves comiam. Os resultados obtidos 

do algoritmo foram comparados à referência dos valores obtidos do sistema de pesagem 

sobre a quantidade de alimento fornecido. 

A relação entre a quantidade de alimento ingerido, apresentado pelo algoritmo e 

a quantidade de alimento ingerido registrado pela escala de peso foi investigado e uma 

forte relação foi encontrada entre estas duas variáveis. O coeficiente de correlação de 

Pearson foi calculado para estas duas variáveis e o índice obtido foi de R2=0,994. Além 

disto, o sistema de análise por sons identificou corretamente a quantidade de alimento 

ingerido a uma taxa de 0,86. 

Aydin (2017) apresentou uma nova técnica de detecção recente de defeitos em 

frangos de corte. Um grupo de frangos com cinco níveis predefinidos de marcha foram 

continuamente monitorados por câmeras digitais, como eles caminhavam através de um 

corredor de teste. Um algoritmo de análise de imagem foi utilizado para detectar 

algumas variáveis deste processo como: velocidade, frequência do passo, comprimento 

do passo e a oscilação lateral do corpo. Posteriormente, um teste de correlação foi 

aplicado para definir o coeficiente de correlação entre cada uma destas variáveis e o 

nível de marcha. Além disso, calculou-se a diferença estatística entre cada uma destas 
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variáveis investigada e o nível de marcha dos frangos com o objetivo de identificar o 

efeito do nível de marcha com cada uma destas variáveis. Os resultados mostraram que 

todas as variáveis foram eficazes na detecção de defeitos frangos jovens. Os resultados 

recomendam que um sistema de detecção totalmente automatizado tem potencial para 

ser usado como uma ferramenta de monitoramento em tempo real para detecção cedo 

de defeitos em frangos de corte. 

Ahrendt et al. (2011) devido a mudanças na regulação para criação de gado para 

o processo de criação de porcos, e que acarreta em um aumento da carga de trabalho 

para os fazendeiros nos processos de localização e identificação de animais, um 

sistema de visão computacional em tempo real para rastreamento de porcos em 

estábulos, é apresentado. O algoritmo de rastreamento opera em duas etapas. A 

primeira etapa cria mapas de suporte, apontando para segmentos preliminares de 

porcos em cada quadro de vídeo. Na segunda etapa, os segmentos do mapa de suporte 

são usados para construir um modelo 5D-Gaussiano dos suínos individuais. 

Experimentos em laboratório e em estábulos demonstram robustez do sistema. O 

sistema pode rastrear pelo menos três suínos ao longo de um intervalo de tempo mais 

longo (mais de 8 min.), sem perder a trilha e a identidade dos porcos individualmente. 

Sales et al. (2015) implementaram e testaram um sistema de Radiofrequência 

para identificação de galinhas transitando em recintos de quatro compartimentos e duas 

camadas. Oito antenas RFID estavam localizadas perto das passagens entre os 

compartimentos e cada galinha usava uma etiqueta RFID em uma de suas pernas. O 

desempenho do sistema RFID foi avaliado determinando os intervalos de detecção em 

um teste controlado e comparando o número de entradas e duração em cada 

compartimento, conforme detectado pelo sistema RFID, para avaliação manual do vídeo 

gravado. O alcanRce de detecção do sistema RFID foi revelado para cobrir um raio de 

aproximadamente 29 cm da antena, excluindo uma parte do compartimento mais 

distante da antena. Os resultados implicam que o sistema RFID foi adequado para 

determinar o tempo total gasto em cada compartimento EPC, mas não é adequado para 

determinar o número de visitas. 

Buijs et al. (2010) estudou a distribuição espacial de aves alojadas em vários 

agrupamentos para investigar as razões subjacentes ao padrão de distribuição espacial. 

Três possíveis razões foram consideradas: buscando cobertura de predadores no 

centro do rebanho, buscando cobertura de predadores próximos as paredes e evitar 

perturbações por parte de indivíduos específicos. A distribuição espacial foi analisada 

por comparação do número de aves em quatro partes separadas da área de 

confinamento. As áreas foram filmadas um dia por semana usando um sistema de 

gravação digital e uma câmera que poderia ser movida remotamente. As gravações 
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foram feitas no centro de cada área, em um ângulo de 90◦ em relação ao chão. Cada 

área foi gravada por 5 min. por vez, seis vezes por dia (duas vezes pela manhã, tarde e 

noite), todos os três períodos sob a luz. A distribuição espacial foi determinada nas 

semanas 4-6, por contagem do número de animais em quatro áreas da área de criação 

(interno, meio interno, meio externo, externo).Os resultados mostram que, na 4ª e 5ª 

semanas, mais animais estavam presentes no centro da área de criação do que nas 

outras áreas, em algumas densidades de tratamento. A distribuição espacial pode ser 

mais bem descrita como uma tentativa pelos pássaros para alcançar uma posição 

central em baixas densidades e para minimizar distúrbios por espécies específicas. 

2.4.1 Avicultura 

Uma das aviculturas mais desenvolvidas e competitivas do mundo está aqui, no 

Brasil, com a qual foram atingidos patamares de excelência que podem servir como 

referência para outros países. Uma série de fatores contribuíram para o alcance deste 

desse status. São eles: o clima, a água, a disponibilidade de terras agricultáveis para o 

plantio de grãos, a existência de institutos e grupos de pesquisa que desenvolveram 

tecnologia para a produção de aves de corte em condições de clima tropical e 

subtropical e, por fim, um mercado consumidor grande, com expansão contínua 

(MENDES, 2014). 

Com predominância de localização nas regiões sul e sudeste, está havendo o 

desenvolvimento de novos polos de produção nas regiões centro-oeste e nordeste. A 

Figura 06 apresenta o Efetivo de aves no Brasil em 2019 distribuído por estado (IBGE, 

2021). 

 

Figura 8 - Efetivo de aves no Brasil em 2019 

Fonte: IBGE (2021) 
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O Brasil tem um grau de competitividade alto no cenário internacional em termos 

de produção de frango, porém a manutenção desta competitividade dependerá de sua 

capacidade de melhorar a infraestrutura e a logística e implementar sistemas 

tecnológicos que aumentem esta produtividade (FILHO e TALAMINI, 2014).  

Observado o gráfico da Figura 07 pode-se notar primeiramente a proporção dos 

custos com alimentação dentro do processo e, que o custo deste fator é menor na 

Ucrânia.  Desta forma pode-se inferir que, a variação do preço da alimentação tem um 

impacto significativo na determinação do preço final do frango. Considerando o custo 

total, também pode-se notar que o Brasil tem o menor custo total de produção. 

 

 

Figura 9 - Custos de produção de frango na União Europeia e seis países terceiros em 
2017 

Fonte: Wageningen University & Research (2018) 

A Tabela 02 apresenta os percentuais de participação dos fatores que compõem 

os custos de produção de frango (EMBRAPA, 2021) 

 

Tabela 2 - Composição dos custos de produção de frango 

Composição do custo Frango 

73,76% Alimentação 

13,37% Pinto de um dia 

3,78% Mão de obra 

2,97% Transporte 

2,01% Depreciação 

1,64% Custo de capital 
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1,46% Energia elétrica | Cama | Calefação 

0,65% Manutenção | Financeiro | Funrural 

0,18% Diversos | Outros 

0,18% Sanidade 

Fonte.:  (EMBRAPA, 2021) 

Da mesma forma como foi apresentado na Figura 07, a alimentação representa a 

maior parte dos custos de produção. No caso do Brasil este percentual é de 73,76%. 

Um outro custo que tem uma representatividade importante no total é o preço o Pinto 

de um dia com 13,37% de participação. 

Após estes dados de exportação e de custos de produção, uma pergunta poderia 

surgir. O que deve definir o bom desempenho das exportações de frango do Brasil? 

Normalmente, o que define a competitividade de um determinado produto são dois 

fatores: 1º. Qualidade e 2º. Preço. Tendo em vista que a qualidade da carne das aves é 

definida basicamente pelo seu código genético, sem considerar a alimentação e que, 

este código genético é o mesmo em qualquer frango ao redor do mundo. Então resta a 

suspeita que  o preço deve determinar este grau de competitividade onde, o menor 

preço define a maior quantidade de frango exportado. Então, desta forma, o que define 

o preço de um produto é basicamente o custo de produção deste produto. Com base 

neste raciocínio, efetuou-se um levantamento dos dados de preço e custos de produção 

de frango e calculou-se o grau de correlação entre estes dados. O resultado é 

apresentado na Tabela 03. 

 

 

Tabela 3 - Preços e custos de produção de frangos 

 
    

Fonte CEPEA/ESALQ (R$/kg) - FRANGO RESFRIADO Embrapa 

Mês 

Atacado, média (R$/kg) das regiões:  

Grande São Paulo, São José do Rio Preto e 

Descalvado  

Custo 

/ tonelada 

01/2020 5,03 233,05 

02/2020 4,81 237,30 

03/2020 4,77 247,20 

04/2020 4,11 263,02 

05/2020 3,96 263,77 

06/2020 4,50 262,06 

07/2020 4,88 265,91 
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08/2020 5,00 282,48 

09/2020 5,68 301,91 

10/2020 6,07 328,76 

11/2020 6,35 345,57 

12/2020 6,03 336,88 

Correlação  

Preço Médio x 

Custo 

0,82 

Fonte.: (CEPEA/ESALQ, 2021; EMBRAPA(f), 2021) 

Por fim, a Tabela 05 apresenta, os dados e o resultado do cálculo de correlação 

entre os preços médios de suíno vivo pagos nos estados de São Paulo, Santa Catarina, 

Rio Grande do Sul, Paraná e Minas Gerais (CEPEA/ESALQ, 2021) e os custos de 

produção (EMBRAPA(f), 2021). O valor resultante deste cálculo foi de 0,85 numa escala 

de 0 à 1. Ou seja, da mesma forma como no frango, obteve-se um grau de correlação 

que demonstra a importância da influência do custo de produção no preço final. 

 

2.5 Uso de ferramentas computacionais na produção animal 

 

Como apresentado na Tabela 03, a correlação entre os preços médios de frango 

pagos pelo frango resfriado nas regiões de Grande São Paulo, São José do Rio Preto e 

Descalvado (CEPEA/ESALQ, 2021) e os custos de produção (EMBRAPA(f), 2021) é de 

0,82 numa escala de 0 à 1. Ou seja, um grau de correlação que demonstra a importância 

da influência do custo de produção no preço final. 

 

2.5.1 Suinocultura 

Para Santana et al. (2008) a produção de suínos no Brasil é composta por várias 

atividades como: a criação dos suínos (granjas), a transferência, as atividades de corte, 

de armazenamento e transporte e, finalmente, de consumo e as atividades de venda de 

carne in natura e de embutidos. Por outro lado, segundo Mota (2013) a cadeia produtiva 

de suínos envolve outras atividades como: a indústria de ração; a produção de milho e 

de soja; a indústria de saúde animal; os agentes encarregados do material genético. 

Em seguida, é apresentado na Figura 08 um mapa com a representação da 

distribuição dos efetivos de suínos no território brasileiro.  

 



20 

 

 

Figura 10 - Efetivo de suínos no Brasil em 2019 

Fonte: IBGE (2021) 

O mapa apresentado na Figura 08 ilustra a distribuição dos efetivos de suínos no 

Brasil no ano de 2019. De uma forma parecida como ocorre na distribuição dos efetivos 

de aves apresentado na Figura 06 a predominância dos planteis ocorre nas regiões sul 

e sudeste, desta vez, com uma forte presença também, no estado de Minas Gerais.  

Outro fator importante da produção de suínos a ser analisado é o custo. Os custos 

de produção têm impacto determinante na competitividade. A competitividade brasileira 

ainda tem por base, além do preço dos grãos no Centro-Oeste, a sua eficiência 

zootécnica e, sobretudo, os custos da mão de obra e de instalações e equipamentos. 

Em 2018, o câmbio teve impacto determinante na competitividade dos países, com a 

desvalorização do Real de 19% ampliando a vantagem em custos no Brasil (MIELE, 

2019). 

O gráfico da Figura 09 apresenta os custos de produção de suínos em Euros por 

quilo, em vários países e, no Brasil também. Pode-se notar, pelos dados exibidos, que 

o Brasil e os Estados Unidos são os países com custos de produção mais baixos e por 

consequência, são os países com maior competitividade neste mercado.  
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Figura 11 - Custos de produção de suínos na rede IntergPIG 

Fonte: Miele (2019) 

Um detalhe importante a ser ressaltado é que, embora os Estados Unidos tenham 

um custo de mão de obra maior que o Brasil também, têm um custo de alimentação 

menor. E como os custos com alimentação tem a maior participação no custo total de 

produção, torna os custos totais de produção americano competitivos com os custos 

brasileiros, mesmo com a cotação da moeda Real em baixa que, por sua vez, fazem os 

preços do produto brasileiro mais baixo no mercado global.   

A Tabela 04 apresenta os percentuais de participação dos fatores que compõem 

os custos de produção de suínos (EMBRAPA_S, 2021) 

 

Tabela 4 - Composição dos custos de produção de suínos 

  
Composição do custo Suínos 

81,61% Alimentação 

2,90% Mão de obra 

2,90% Transporte 

2,12% Depreciação 

2,90% Custo de capital 

0,44% Energia elétrica | Cama | Calefação 

3,55% Manutenção | Financeiro | Funrural 

2,27% Diversos | Outros 

1,31% Sanidade 

Fonte.:(EMBRAPA(s), 2021) 
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Da mesma forma como foi apresentado na Figura 04, a alimentação representa a 

maior parte dos custos de produção. No caso do Brasil este percentual é de 81,61%. 

Como foi feito com os dados de produção e exportação de frangos no item 1.1.3.. 

Realizou-se o levantamento dos dados de preço pago ao produtor de suínos para, junto 

com os dados de custos de produção realizar o cálculo de correlação. Os dados e o 

resultado do cálculo de correlação são apresentados pela Tabela 05. 

 

Tabela 5 - Preços e custos de produção de suínos 

Fonte 

CEPEA/ESALQ (R$/kg) - SUÍNOS 

Preço recebido pelo produtor R$/Kg sem 

ICMS 

Embrapa 

Custo  

/ tonelada 
Mês SP SC RS PR MG Média 

01/2020 5,99 5,36 5,24 5,63 6,15 5,67 244,53 

02/2020 5,37 4,92 4,86 5,10 5,57 5,16 246,88 

03/2020 5,75 5,30 5,16 5,41 5,69 5,46 254,18 

04/2020 4,31 3,79 3,96 3,97 4,14 4,03 263,09 

05/2020 4,47 3,88 3,78 3,94 4,84 4,18 265,73 

06/2020 4,72 4,11 4,13 4,17 5,23 4,47 264,50 

07/2020 5,80 5,23 4,99 5,29 6,25 5,51 270,54 

08/2020 7,23 6,68 6,28 6,80 7,50 6,90 288,40 

09/2020 7,95 7,54 6,99 7,55 8,12 7,63 306,95 

10/2020 8,77 8,27 7,73 8,29 8,76 8,36 352,95 

11/2020 9,49 8,84 8,56 8,89 9,20 9,00 387,07 

12/2020 7,46 7,27 7,49 6,92 7,31 7,29 375,17 

    

Correlação Preço Médio x 

Custo 0,85 

Fonte.: (CEPEA/ESALQ, 2021; EMBRAPA(s), 2021) 

Por fim, a Tabela 05 apresenta, os dados e o resultado do cálculo de correlação 

entre os preços médios de suíno vivo pagos nos estados de São Paulo, Santa Catarina, 

Rio Grande do Sul, Paraná e Minas Gerais (CEPEA/ESALQ, 2021) e os custos de 

produção (EMBRAPA(s), 2021). O valor resultante deste cálculo foi de 0,85 numa escala 

de 0 à 1. Ou seja, da mesma forma como no frango, obteve-se um grau de correlação 

que demonstra a importância da influência do custo de produção no preço final. 
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2.6 Uso de ferramentas computacionais na produção animal 

O fato de ser um grande produtor e exportador de carne de corte não ocorre em 

vão. A produção cientifica, e o desenvolvimento de estudos, com o objetivo de melhorar 

a qualidade da carne e maximizar a produção, têm gerado conhecimento tecnológico 

que auxilia o agronegócio brasileiro a atingir esses objetivos. 

Souza et al. (2020) realizaram um estudo que avaliou a suscetibilidade ß-lactam 

e a relação genotípica de Salmonella Heidelberg na cadeia produtiva avícola brasileira. 

Foram utilizadas 62 cepas de S. Heidelberg da cadeia produtiva de aves (aves, carne 

de aves e aves). Todas as cepas foram avaliadas para suscetibilidade antimicrobiana 

por teste de disco de difusão, bem como genes de resistência ß-lactam. A relação 

genotípica foi avaliada pela Eletroforese de Gel de Campo Pulsado, utilizando enzima 

de restrição Xba1. Quarenta e uma cepas foram caracterizadas como multidroga-

resistentes de acordo com a caracterização do fenótipo. A disseminação da resistência 

pela ampC continua a aumentar, transformando assim a preocupação com a saúde 

pública, uma vez que os antimicrobianos β-lactam são usados como um tratamento 

terapêutico em humanos. 

Anderson (2007) utilizou uma técnica denominada de “Esgrima virtual” que é um 

método de controle de animais. O controle ocorre alterando o comportamento de um 

animal através de uma ou mais pistas sensoriais administradas ao animal depois que 

ele tentou penetrar um limite gerado eletronicamente. Este limite pode ser de qualquer 

forma geométrica, e embora invisível pelo olho, é detectado por um dispositivo eletrônico 

usado pelo animal. 

White et al. (2018) descreveram o processo de uso de big data e a estrutura 

analítica preditiva para criar ferramentas para impulsionar decisões na produção de 

frango, considerando a saúde e o bem-estar das aves. Os resultados experimentais 

mostraram que aplicações de análises preditivas, usando dados coletados ou que 

possam ser coletadas em operações pecuárias facilitarão o manejo de precisão de 

animais. 

Halachmi e Guarino (2016) aplicaram conceitos de pecuária de precisão com o 

uso de dados, extraídos em tempo real, de parâmetros do leite, e do comportamento 

das vacas, por meio da ruminação, para detectar doenças pós-parto. Pereira et al. 

(2013) usaram técnicas combinadas de processamento de imagem e visão 

computacional para fornecer uma metodologia para identificar o comportamento do 

criador de frangos brancos. Os experimentos realizados apresentaram resultados que 

confirmaram a aplicabilidade da metodologia desenvolvida para o grupo de estudo em 

particular. 
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Terrasson et al. (2017) utilizaram soluções baseadas na agregação de 

tecnologias, como objetos onipresentes interconectados, para oferecer novas 

ferramentas para melhorar a produtividade da pecuária e a qualidade de seus 

respectivos produtos, simplificando, ao mesmo tempo, os processos. Já Ramirez et al. 

(2018) desenvolveram uma técnica para avaliar o ambiente térmico (TE – termal 

environment) de criadouros de porcos, em uma função da diferença da temperatura 

média confortável do corpo (ΔTb) usando massa corporal, temperatura da lâmpada seca 

(Tdb), umidade relativa (UR) e entradas de velocidade de ar. 

Tullo et al. (2019) realizaram uma revisão do impacto ambiental das práticas atuais 

da pecuária e discutiram as vantagens oferecidas pela Pecuária de Precisão (PLF), 

como estratégia potencial para mitigar riscos ambientais. A literatura analisada mostrou 

que a aplicação da PLF em fazendas pode levar a uma redução de gases de efeito 

estufa (GEE) e emissão de amônia (NH3) no ar, nitratos e poluição de antibióticos nos 

corpos d’água, fósforo, antibióticos e metais pesados no solo. 

Banhazi e Black (2009) devido à exigência do sofisticado mercado global para 

produtos de pecuária, por segurança, padronização, barateamento, sustentabilidade e 

produtos favoráveis ao bem-estar; descreveram o papel potencial da Pecuária de 

Precisão (PLF) que,  pode garantir que os conhecimentos existentes e novos sejam 

implementados efetivamente nas fazendas para melhorar o retorno do investimento dos 

produtores. 

Vranken e Berckmans (2017) demonstraram que as ferramentas de criação de 

gado de precisão (PLF) desenvolvidas em laboratório podem ser totalmente 

operacionais nas fazendas e podem trazer valor aos agricultores e outros parceiros nas 

cadeias produtivas. No conceito de Pecuária de Precisão (PLF), o animal é usado como 

um sensor, e algoritmos traduzem as respostas animais medidas em indicadores-chave. 

Os autores alertaram para o fato de que se deve prestar atenção à formação adequada 

dos agricultores e à maior integração do sistema (PLF) nos sistemas de gestão 

operacional. 

Amraei et al. (2018) realizaram o processamento de imagens digitais para 

investigar a possibilidade de estimativa do peso corporal de frangos de corte com base 

em um modelo dinâmico. Um total de 2440 imagens foram registradas de cima de uma 

área delimitada com 30 frangos. O algoritmo de ajuste elipse foi implementado para 

localizar os frangos dentro da área usando o método de Hough transformada. A cabeça 

e a cauda dos frangos foram desconsideradas usando o método Chan-Vese e, então, 

usando o processamento de imagem, seis medidas dos corpos foram calculadas. Um 

modelo dinâmico de segunda ordem foi utilizado para predizer o peso dos frangos. Os 
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resultados apresentaram a acurácia da predição do modelo usado na predição do peso 

dos animais atingiu um valor de 98%. 

Waker e Nääs (2018) investigaram quais são os principais atores da cadeia de 

suprimentos do frango de corte e qual é a dinâmica desta cadeia. O estudo baseou-se 

nos principais atores da cadeia doméstica de produção de frango, no período de 2000 

a 2015. Um indicador central foi estabelecido por meio de uma abordagem de análise 

das redes sociais para determinar suas posições na cadeia como um todo. Os 

resultados obtidos apresentaram a competitividade da cadeia da produção de aves 

domésticas demonstrada pelo ganho de produtividade dos recentes anos que, 

resultaram num progressivo decremento dos custos de produção e, consequentemente 

no preço, comparado com outras carnes. 

Nääs et al. (2015) realizaram uma avaliação da cadeia de suprimento de carne de 

frango de 2000 a 2010, por meio de análise de dados disponibilizados pelas redes 

sociais (FAO, IBGE, MAPA, MDIC, USDA, CONAB, UBABEF), cujas fontes são, os 

governos e instituições privadas. O software UCINET6 for Windows, foi utilizado para 

calcular os atributos estruturais e os indicadores da rede. Os valores que explicam as 

interações da rede foram obtidos por meios dos seguintes cálculos: coeficiente de 

clusterização, distância média entre os atores, agrupamento e medida de centralidade 

e distância geodésica baseado em visão da rede como um conjunto de nós conectados 

por ligações usando teoria de grafos. Os resultados mostraram que a produção de carne 

de frango evoluiu positivamente nos últimos dez anos e, esta evolução foi influenciada 

levemente pelos desafios internacionais. 

Os dados apresentados sobre a competitividade da pecuária de corte brasileira, 

especificamente aves e suínos, mostra primeiramente, que o Brasil tem um 

desempenho importante no comércio mundial, sendo um dos líderes na exportação 

desses produtos. Outro aspecto apresentado, refere-se aos custos de produção que, 

segundo os dados, o Brasil tem um dos menores dentre os líderes em produção e 

exportação de aves e suínos no mundo. Cálculos foram feitos para identificar o grau de 

correlação entre os custos de produção e o preço médio de frangos e suínos e, os 

resultados mostraram respectivamente graus de 0,82 para o frango e 0,85 para os 

suínos, numa escala de 0 à 1.  

Por inferência, pode-se concluir que os custos de produção são um importante 

fator de determinação dos preços e, consequentemente da competitividade desses 

produtos no mercado mundial, uma vez que a qualidade, que seria o outro fator 

determinante da competitividade é relativamente a mesma em qualquer um dos países 

líderes em exportação no mercado mundial. 



26 

 

É então, neste momento que surge a importância de se manter os custos de 

produção em níveis baixos e isto torna-se possível por meio de métodos de otimização 

de processos e, um dentre eles é o algoritmo metaheurístico híbrido com mecanismo de 

aceleração de convergência (SAGAC), proposto por esta pesquisa. 

2.7 Algoritmos de Otimização 

Dentre as várias técnicas tradicionais de otimização, podemos citar: programação 

Linear, Programação Dinâmica e Programação Não-Linear (DING et al., 2006). Mas 

estas técnicas têm como principal característica, a verificação de todas as soluções 

existentes no conjunto de soluções, tornando assim, o processo de otimização lento, ou 

inviável quando conjunto de soluções é do tipo NP-Completo. 

As técnicas metaheurísticas são ferramentas poderosas para resolução de 

problemas de otimização complexos cujos espaços de busca das soluções ótimas sejam 

muito grandes para que se possa determiná-las com precisão através de um método 

determinístico com tempo de processamento aceitável (PASZKOWICZ, 2009).  

Dentre as várias técnicas metaheurísicas utilizadas atualmente destacam-se: os 

Algoritmos Genéticos (GA) (HOLLAND, 1975), Simulated Annealing (SA) 

(KIRKPATRICK, GELATTI e VECCHI, 1983), a Busca Tabu (BT) (GLOVER & LAGUNA, 

1997), Sistema Colônia de Formigas (AntColony System – ACS) (DORIGO, MANIEZZO 

e COLORNI, 1996), o algoritmo híbrido GASA(Genetic Algorithms and Simulated 

Annealing) (ZHANG et al., 2009) entre outros. Para Oysu e Bingul (2009) dentre as 

técnicas supracitadas, o GA e o SA têm sido amplamente empregadas na resolução de 

problemas de otimização. 

O GASA é uma técnica de otimização que aplica a computação evolucionária do 

GA e, em seguida, a abordagem estocástica do SA (ZHANG et al., 2009). O algoritmo 

SAGAC, similar ao GASA, também combina a aplicação das técnicas do GA e do SA 

mas, no sentido inverso. Este algoritmo metaheurístico híbrido, utiliza o Simulated 

Annealing (SA) para gerar uma população de soluções iniciais com um alto grau de 

qualidade. A partir daí, aplica o método evolucionário do Algoritmo Genético (GA) nesta 

população inicial com a inclusão de um mecanismo(função) que promove uma 

aceleração na convergência(AGAC) dos resultados obtidos. 

2.7.1 Simulated Annealing (SA) 

Segundo (KIRKPATRICK, GELATTI e VECCHI, 1983), Simulated Annealing 

(SA) ou têmpera simulada, é uma técnica de busca local que simula o processo de 

recozimento de metais, no qual o metal é aquecido a altas temperaturas e, em seguida, 

é feito um resfriamento sistemático do mesmo visando atingir um ponto de equilíbrio 
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caracterizado por uma microestrutura ordenada e estável. Antes de se processar o SA, 

é necessário definir o cronograma de resfriamento que, é determinado pelo Esquema 

de Decaimento da Temperatura.  

O Esquema de Decaimento da Temperatura (EDT), define como a temperatura 

é decrescida e o número de iterações realizadas em cada temperatura. A convergência 

do SA, assim como o tempo de processamento e a probabilidade de aceitação estão 

diretamente ligados ao EDT adotado. Segundo Oysu e Bingul (2009) uma das 

dificuldades para se determinar o EDT, é que cada problema requer um tipo. 

A Tabela 06 apresenta os parâmetros utilizados para se definir o EDT e o valor 

adotado para cada uma delas neste trabalho. 

 

Tabela 6 - Parâmetros utilizados para definir o EDT 

Parâmetro Valor 

Temperatura inicial (Temp0) 1.000.000 

Função de decaimento da Temperatura (Temp) Temp(i+1) = Temp(i)-1 

Número de iterações em cada Temperatura 1 

Critério de Parada do algoritmo Temp = 0 

 

A função de decaimento da temperatura, apresentada na Tabela 06, determina 

um esquema de decaimento Linear.A Figura 10 (VASAN e RAJU, 2009) ilustra os 

passos principais da técnica de otimização de processos por meio do Simulated 

Annealing. 

No fluxograma da Figura 12, a variável NI refere-se ao número de iterações ou 

ciclos que o algoritmo irá repetir. O “critério Metropolis”, segundo Vasan e Raju (2009) 

é a probabilidade do ponto seguinte estar em x(t′ + 1). Depende da diferença nos 

valores em função desses dois pontos ou E = E(t′ + 1) − E(t′)∆. O valor de 

probabilidade P(E (t’ +  1)) é calculada usando a distribuição de probabilidade de 

Boltzmann, como mostra a Equação 1. 

 P(E(t’ +  1))  =  min(1, e(−ΔE/kbT))     (1) 

onde, e (−ΔE/kbT)  determina a rapidez com decresce a temperatura.  
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Figura 12 - Fluxograma do Simulated Annealing adaptada de (VASAN e RAJU, 2009) 

Na Figura 12 é apresentado o fluxograma do algoritmo Simulated Annealing no qual 

algumas variáveis são utilizadas para o seu funcionamento. São elas: 

 . T = Temperatura inicial; 

 . S0 = Solução inicial; 

 . S = Solução anterior à Solução atual; 

 . S’ = Solução atual; 

 . S* = Melhor solução 

 . Dif = Diferença entra a S’ e S. 

 

2.7.2 Algoritmos Genéticos (GA) 

Segundo Holland et al. (1975) o algoritmo genético (GA) consiste em uma técnica 

metaheurística de otimização baseada no processo de seleção natural e tem sido usado 

para resolver problemas de otimização, em diversas áreas, nas últimas décadas. 

Para Mitchell (1997) a pesquisa por uma hipótese apropriada começa com uma 

população, ou coleção, de hipóteses inicias. Membros da população atual dão origem à 

próxima população por meio de operações como, cruzamento e mutação aleatória, que 

são inspirados nos processos da evolução biológica. A cada passo, as hipóteses da 
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população atual são avaliadas em relação à uma dada medida de fitness, com as 

hipóteses mais adequadas selecionadas probabilisticamente como sementes para 

produzir a próxima geração. 

A seguir, é apresentado, segundo Linden (2008) alguns termos utilizados quando 

é feita referência ao GA: 

a. Cromossomos – é uma maneira e traduzir a informação do nosso problema de 

uma maneira viável de ser tratada pelo computador. Quanto mais ela for adequada ao 

problema, maior a qualidade dos resultados obtidos. 

A Figura 13 apresenta o esquema da representação cromossômica como uma 

maneira de traduzir a informação de uma forma viável para que o computador possa 

tratar. 

 

Figura 13 - Esquema cromossômico para três variáveis 

 

No esquema cromossomial representado na Figura 13 pode-se verificar os 

elementos que compõem a informação dentro do cromossomo. O Alelo é a unidade 

binária de informação. Um conjunto de alelos compõem um Gene que, representa em 

código binário o valor Real de cada uma das variáveis do problema.  

Portanto, um cromossomo é a concatenação das variáveis que fazem parte de um 

determinado problema.   

 b. População Inicial – é o conjunto de indivíduos (cromossomos) escolhidos 

aleatoriamente. 

 c. Função de Avaliação – é a maneira utilizada pelo GA para determinar a 

qualidade de um indivíduo como solução do problema em questão. 

 d. Seleção de pais – o método de seleção de pais deve simular o mecanismo de 

seleção natural que atua sobre as espécies biológicas, em que os pais mais capazes 

têm maiores chances de gera filhos, ao mesmo tempo em que os pais menos aptos 

também podem gerar descendentes. Deste modo, os indivíduos com melhor avaliação 

têm privilégios neste processo, sem desprezar completamente aqueles com pior 

avaliação. 
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 e. Cruzamento –  Após a seleção dos pais, um ou mais pontos de corte no 

cromossomo são selecionados separando-o em partes. O cruzamento de partes 

distintas dos cromossomos de cada par de pais formará um novo par de indivíduos, 

chamados Filhos. Estes filhos farão parte da nova população. 

Não há um padrão nem uma regra fixa a ser obedecida no que tange à quantidade de 

pontos de corte dos cromossomos dos pais para realizar o cruzamento. Isto também 

vale para a(s) posição(ões) dos cromossomos onde haverá(ão) este(s) corte(s). O que 

determina isto é apenas a vontade do programador no momento da criação do Algoritmo 

Genético.  

 

A Figura 14 ilustra um cruzamento de dois indivíduos pais formados por três genes 

simulando as três variáveis envolvidas em um processo (concentração, temperatura e 

tempo). Cada variável tinha um ponto de corte que, conforme foi estabelecido na 

calibração do GA tinha sua posição determinada aleatoriamente.   

Conforme mostrado na Figura 14, os filhos A e B são gerados da seguinte forma: O filho 

A é formado pela junção da Parte 1 do cromossomo do pai A mais, a Parte 2 do 

cromossomo do pai B mais, a Parte 3 do cromossomo do pai A mais, a Parte 4 do 

cromossomo do pai B. Então, o filho B é formado pela junção da Parte 1 do cromossomo 

do pai B mais, a Parte 2 do cromossomo do pai A mais, a Parte 3 do cromossomo do 

pai B mais, a Parte 4 do cromossomo do pai A.  

 

 

Figura 14 - Esquema de cruzamento do GA com três genes 
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 f. Ponto de Corte – é uma posição entre dois alelos de um cromossomo. Cada 

indivíduo de n alelos contém n − 1 pontos de corte, e este ponto de corte é o ponto de 

separação entre cada um dos alelos que compõem o material genético e cada pai. O 

ponto de corte pode ser fixo ou determinado aleatoriamente. Também pode haver mais 

de um ponto de corte no cromossomo e, estes pontos de corte podem ser fixos ou, 

determinados aleatoriamente, dependendo do esquema de cruzamento escolhido.  

 g. Mutação – Depois de gerados os filhos, entra em ação o operador de mutação. 

Este opera da seguinte forma: ele tem associado, na maioria das vezes, uma 

probabilidade baixa e é sorteado um número entre 0 e 1. Se ele for menor que a 

probabilidade predeterminada então o operador atua sobre um alelo pré-determinado 

ou, escolhido aleatoriamente ou por meio de uma regra, alterando o seu valor binário, 

ou seja, para 0 ser for igual a 1 ou, para 1 se for igual a 0. 

 O valor da probabilidade que decide se o operador de mutação será ou não 

aplicado é um dos parâmetros do GA. 

 h. Elitismo – é uma pequena alteração na função de população que melhora o 

tempo de processamento, mas que garante que o desempenho do GA cresça com o 

decorrer das gerações. A idéia básica por trás do elitismo é a seguinte: os n melhores 

indivíduos de cada geração não devem “morrer” junto com a geração, mas sim passar 

para a próxima geração visando garantir que seus genomas sejam preservados. 

 i. Geração – é o conjunto de indivíduos (população) que é submetido aos 

operadores de avaliação, cruzamento e mutação em cada laço de repetição do 

processamento do GA. Ao determinar a quantidade de gerações que um GA terá em 

seu processamento, determinou-se o seu número de laços de repetição ou ciclos.   

A Figura 15 ilustra passo a passo, para um melhor entendimento, a técnica de 

otimização de processos por meio de algoritmos genéticos. 
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Figura 15 - Fluxograma do Algoritmo Genético.Adaptado de Linden (2008) 

 

Como se pode observar, na Figura 15, a técnica considera todos os elementos 

responsáveis pelo processo de evolução das espécies desde os microscópicos como o 

Cromossomo até os Macroscópicos como Indivíduos, Gerações, etc. 

Com cada gene é possível representar, para cada parâmetro, um valor de intervalo, o 

que atende as restrições impostas. O GA é configurado da seguinte maneira: 

(a) Número de gerações; 

(b) Tamanho da população; 

(c) Taxa de mutação; 

(d) Taxa de elitismo; 

(e) Esquema de cruzamento. 

Conforme Linden (2008) em cada geração a probabilidade de um ou vários indivíduos, 

tornar-se uma solução do problema é aumentada. Diferente de outras técnicas de 

busca, o GA 

opera sobre a população paralelamente, rendendo várias soluções em um momento. 

 

2.7.3 Mecanismo de Aceleração de Convergência 

 

 O Algoritmo Genético com Aceleração de Convergência é constituído pelas 

mesmas etapas que compõem o GA com a apresentação de uma modificação na etapa 
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de geração de novas gerações que é responsável pela convergência dos resultados de 

forma mais acelerada que o GA convencional. 

Os pseudocódigos 01 e 02 apresentam os esquemas básicos do GA e do AGAC para 

fins de comparação e apresentam das alterações realizadas no GA que culminaram na 

geração do algoritmo AGAC.  

 

2.7.4 Esquema básico GA 

Início 

a) Inicialize a população de cromossomos. 

b) Avalie cada cromossomo na população. 

c) Enquanto o critério de parada não for satisfeito. 

c.a. Selecione os pais para gerar novos cromossomos. 

c.b. Aplique os operadores de recombinação e mutação a estes pais 

de forma a gerar os cromossomos da nova geração 

c.c. Avalie os novos cromossomos gerados. 

d) Fim-Enquanto 

e) Apresentar o melhor cromossomo gerado 

Fim. 

Pseudocódigo 01– Algoritmo básico do GA. 

 

2.7.5 Esquema básico AGAC 

Início 

a) Inicialize a população de cromossomos. 

b) Avalie cada cromossomo na população. 

c) Enquanto o critério de parada não for satisfeito. 

a. Selecione os pais para gerar novos cromossomos. 

b. Valor dos Filhos pior em relação aos pais 

c. Enquanto  filhos pior que pais ou Qtde.Tentativas de melhora  

menor que Qtde.Max.Tentativas. 

i. Aplique os operadores de recombinação e mutação a 

estes pais de forma a gerar os cromossomos da nova geração 

(Filhos) 

ii. Avalie os cromossomos filhos gerados. 

iii. Trocar o pior pai pelo melhor pai vizinho mais próximo, ou 

seja, outro membro do grupo elite que tenha o valor de fitness 

maior e mais próximo que o do pior pai. 
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d. Fim-Enquanto 

d) Fim-Enquanto 

e) Apresentar o melhor cromossomo gerado 

Fim. 

Pseudocódigo 02 – Algoritmo básico do AGAC. 

Como apresentado no pseudocódigo 02, as mudanças ocorridas no GA que 

geraram o algoritmo AGAC foram implementadas entre os processos de geração de 

cromossomos filhos e a seleção dos cromossomos que serão os pais da geração como 

segue: 

Passo 1. Cada par de cromossomos filhos gerados é avaliado em relação aos 

seus pais.  

Passo 2. O(s) filho(s) que for de qualidade pior em relação ao pai de pior qualidade 

será(ão) descartado(s) juntamente com este pai. 

Passo 3. Outro pai de melhor qualidade, e mais próximo dos pais originais, é 

selecionado e o processo de geração é repetido para substituição do(s) filho(s) 

descartados. 

Passo 4. Os passos de 1 a 3 se repetem até que os filhos apresentem melhora ou que 

a quantidade de tentativas de melhoria seja atingida. 

Passo 5. Caso a quantidade de tentativas de melhoria seja atingida sem a melhora dos 

filhos, estes serão incorporados a nova geração e passarão pelo próximo processo de 

seleção dos novos pais. 

Mesmo que os filhos não sejam melhores que seus pais, eles podem ter uma 

qualidade que seja suficiente para fazer parte do grupo (elite) de novos pais para a nova 

geração.A Figura 16 apresenta o esquema de funcionamento do GA com a inclusão da 

heurística de aceleração de convergência. 

 

Figura 16 - Esquema do funcionamento de um AGAC 
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Na Figura 16 é apresentado o novo esquema proposto para o GA onde, ocorre 

uma avaliação imediata dos filhos após a sua geração por meio do método de 

crossover(cruzamento dos pais). Se um ou, os dois filhos têm uma avaliação pior que a 

avaliação do pior indivíduo que faz parte do grupo de elite então, verifica-se se o número 

de tentativas,de obtenção de filhos com melhores, pré-determinada tenha sido atingido. 

Caso não tenha sido atingido, um ou ambos os filhos serão descartados, o pior indivíduo 

dos pais também será descartados e um novo pai com avaliação melhor é selecionado 

para o cruzamento e geração dos novos filhos. Caso o número de tentativas tenha sido 

atingido, os filhos gerados serão incluídos na nova geração independentemente da sua 

avaliação. 

2.7.6 Esquema básico SAGAC 

O algoritmo SAGAC é composto por dois algoritmos: o Simulated Annealing (SA) 

e o Algoritmo Genético (GA) com a inclusão de um mecanismo (função) que promove 

uma Aceleração na Convergência (AC) dos resultados obtidos. 

O algoritmo SA atua na geração de um conjunto resultados (população) que é 

transferido para GA compondo assim,  a sua População Inicial de resultados. Com o 

uso do algoritmo SA é possível ter a composição de uma população inicial de boa 

qualidade, ou seja, indivíduos (resultados) pré-otimizados. 

O comportamento rotineiro do algoritmo AGAC que promove a Aceleração da 

Convergência em que, após o cruzamento, há uma avaliação dos indivíduos (Filhos) 

gerados e uma verificação da melhoria da qualidade em relação aos indivíduos do grupo 

de elite da população. Se tal desenvolvimento não ocorrer, o(s) indivíduo(s) do(s) 

indivíduo(s) filho(s) é(são) descartado(s), o indivíduo pai de pior qualidade é trocado por 

outro indivíduo do grupo de elite que seja mais próximo e melhor que o indivíduo pai 

que foi descartado. 

Após a mudança do indivíduo pai, ocorre um novo cruzamento para a geração 

do(s) filho(s) indivíduo(s) filho(s) excluído(s).  

Essa sequência de etapas será repetida até que ambos os filhos atendam aos 

critérios de melhora ou, até que o número de tentativas de melhoria estipulado destes 

filhos seja alcançado.  

A Figura 17 mostra o fluxograma do algoritmo híbrido SAGAC. 
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Figura 17 - Esquema do algoritmo híbrido SAGAC 

A cada ciclo de processamento do algoritmo Simulated Annealing (SA), o melhor 

resultado (individual) obtido é armazenado para compor a população inicial utilizada pelo 

Algoritmo Genético modificado com mecanismo de aceleração de convergência 

(AGAC). 
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CAPÍTULO 3 

3 Metodologia 

A metodologia de pesquisa escolhida para realização deste trabalho foi a 

experimental. A pesquisa experimental determina um objeto de estudo, selecionam-se 

as variáveis que seriam capazes de influenciá-lo, definem-se as formas de controle e de 

observação dos efeitos que as variáveis produzem no objeto (GIL, 2002). 

Iniciando o item de Materiais e Métodos, é apresentada a Figura 16, que mostra o 

algoritmo para implementação, teste e análise de desempenho do SAGAC na 

otimização dos processos. 

 

Figura 18 - Algoritmo para implementação, teste e análise de desempenho do SAGAC 

 

 A seguir apresenta-se um detalhamento das etapas do trabalho contidas na 

Figura 18: 

a. Seleção dos processos a serem otimizados 

Foram selecionados os modelos de três processos de criação de animais para a 

abate: 1.Aves e 2. Suínos. 

b. Implementação do SAGAC 

A fase de implementação é a fase na qual foram desenvolvidos os programas que 

aplicam o algoritmo do SAGAC para otimização dos modelos dos processos propostos. 

c. Planejamento e realização dos experimentos 

Na fase de planejamento de experimentos é definida uma tabela com os 

parâmetros do algoritmo SAGAC na qual, valores propositais são definidos para os 

Inicio
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Implementação 
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Conclusões
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resultados
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parâmetros de processamento do algoritmo, de modo que se possa realizar uma 

avaliação do seu desempenho. 

A fase de realização dos experimentos ocorre  de acordo com a tabela de 

planejamento de experimentos desenvolvida na etapa anterior. Cada experimento é 

realizado pelo algoritmo SAGAC seguindo os valores determinados para os parâmetros 

de processamento. 

d. Análise dos resultados 

Após a realização dos experimentos são coletados os resultados gerados pelo 

algoritmo SAGAC e feita uma análise estatística comparativa por meio de medidas de 

tendência como Média e Desvio Padrão. 

e. Conclusões. 

Por meio da análise comparativa dos resultados é possível chegar a alguma(s) 

conclusão(ões) na(s) qual(ais) identificamos o grau de desempenho do algoritmo 

SAGAC na otimização de cada processo. 

 

3.1 Infraestrutura computacional 

 Os aplicativos foram desenvolvidos em linguagem Microsoft® VBA (Visual Basic 

for Applications) no Excel, linguagem de programação da Microsoft® que roda dentro 

dos aplicativos do Office®. O equipamento utilizado para o desenvolvimento e 

implementação do algoritmo é um Notebook com processador Intel® de quatro núcleos, 

modelo Intel(R)_Core(TM)_I3-2328M  e memória RAM (Randomic Access Memory) tipo 

DDR2 com 4 gigabytes de espaço de armazenamento.  

3.2 Os passos da pesquisa 

Como esta pesquisa busca essencialmente avaliar o desempenho do algoritmo SAGAC 

em um caso empírico de otimização já realizado por uma ou mais outras técnicas, os 

passos da pesquisa são reduzidos a:  

1. Realização dos experimentos de otimização; 

2. Análise dos resultados obtidos pelo SAGAC na otimização dos processos. 

3. Discussão sobre os resultados 

4. Conclusões 

 

3.3 Realização dos experimentos 

 Para realizar uma avaliação do SAGAC serão processados ensaios 

experimentais. Para isto implementa-se uma aplicação que represente o algoritmo 
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SAGAC em linguagem VBA/Excel. Foi escolhida esta ferramenta pois há uma facilidade 

na geração e tabulação dos dados em tabelas e a atualização de gráficos. 

 

3.4 Pseudo-código 

Os algoritmos heurísticos e metaheurísticos de otimização devem ser 

implementados (códigos-fonte desenvolvidos em linguagem de programação) 

para cada problema (processo) nos quais serão aplicados. Isto, porque, para cada 

problema (processo) tem-se um modelo (função objetivo) que descreve o 

processo em questão e, o modelo do processo faz parte do código-fonte gerado 

pelo algoritmo. Portanto, a forma genérica de um algoritmo que pode ser utilizada 

para o desenvolvimento do código-fonte em linguagem de programação que será 

aplicada em qualquer tipo de problema é o pseudo-código. A seguir são 

apresentados os três pseudo códigos dos algoritmos que compõem o algoritmo 

metheurístico híbrido SAGAC (Simulated Annealing, Algoritmo Genético e a 

Função de Aceleração de Convergência). 

 

3.4.1 Pseudo-código do Simulated Annealing 

Algorithm Simulated Annealing (SA) - Beginning 

07: for index = 1 to popsize times 

08:     t ← temperature, initially a high number 

09:     prod ← probability to accept new random solution 

10:     S ← random initial solution 

11:     AssessFitness(S) 

12:     Best_SA ← S 

13:     repeat 

14:         R ← random soultion 

15:         AssessFitness(R) 

16:         ∆ = Fitness(R) - Fitness(S) 

17:         if ∆ > 0 then 

18:             S ← R 

19:         else 

20:             if e^(Δ/t) ≤ prob then 

21:                 S ← R 

22:             end-if 

23:         end-if 
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24:         if Fitness(R) better than Fitness(S) then 

25:         S ← R 

26:         Decrease t 

27:         if Fitness(S) better than Fitness(Best_SA) then 

28:             Best_SA ← S 

29:     until t < 0 

30:     P ∪ Best_SA 

31:     if Fitness(Best_SA) better than Fitness(Best_GA) then 

32:         Best_GA ← Best_SA 

33: next index 

Algorithm Simulated Annealing (SA) - End     

 

3.4.2 Pseudo-código do Algoritmo Genético 

Algorithm Genetic Algorithm (GA) - Beginning 

34: repeat 

35:     sort P in descending order of Fitness value 

36:     exclude (P – elite_group_size) 

37:     for i = 1 to elite_group_size step 2 

38:         repeat 

39:             Parent Pi ← SelectWithReplacement(P) 

40:             Parent Pi+1 ← SelectWithReplacement(P) 

41:             Children Ci, Ci+1 ← Crossover(Copy(Pi), Copy(Pi+1)) 

42:             generate random value between 0 and 1 

43:             if random value  ≤ prob_mutation then 

44:                 Mutate(Ci), Mutate(Ci+1) 

45:             end-if 

55:     next índex 

56:     generate (P – elite_group_size) randomly 

57:     AssessFitness for each Pi 

58: until have run out of time 

59: return Best_GA 
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Algorithm Genetic Algorithm (GA) – End 

3.4.3 Pseudo-código da Função de Aceleração de Convergência 

Function Aceleration Convergence (AC) - Beginning 

46:             total_attempts ← 0 

47:             if total_attempts < qt_atempt then 

48:                 if Children Ci or Children Ci+1 worse than elite Parent Pelite_group_size 

then 

49:                     exclude Children that is worse than elite Parent Pelite_group_size 

50:                     replace worse Parent P between Parent Pi and Parent Pi+1 by another  

   Paren P 

51:                 end-if 

52:                 total_attempts = total_attempts + 1 

53:             end-if 

54:         until (Children Ci or Children Ci+1 better than ore qual to elite Parent  

  Pelite_group_size)  or (total_attempts = qt_atempt) 

Function Aceleration Convergence (AC) – End 

No Anexo 1 está disponibilizado o pseudo-código do algoritmo SAGAC que, é a união 

dos três pseudo-códigos anteriores.  
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CAPÍTULO 4 

 

4 Resultados e Discussão 

Nesta seção são apresentados os resultados parciais obtidos com a pesquisa 

até o presente momento. A Tabela 07 apresenta a relação dos resultados obtidos. 

 

Tabela 7 - Resultados parciais da pesquisa publicados em congressos e/ou revistas 
científicas 

Relação de resultados parciais obtidos com a pesquisa 

Seq. Título Publicação 

01 
Optimization Algorithm Applied to Environmental 

Control in Broiler Houses 
Brazilian Journal of Poultry 

Science 

02 
Application of Hybrid Metaheuristic 

Optimization Algorithm (SAGAC) in Beef Cattle 
Logistics 

APMS 2021 

03 
Hybrid metaheuristic algorithm for optimizing 
monogastric growth curve (pigs and broilers) 

Agri 
Engineering 

 

Na Tabela 07 são apresentados os resultados parciais obtidos com a pesquisa e, 

publicados em congressos e em revista científica. 

Nos subtópicos Resultado 1 a 3, são apresentados em detalhes os dados de cada 

um destes resultados. Os artigos científicos gerados a partir desses resultados estão 

disponíveis nos anexos deste relatório. 
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4.1 Artigo 1 

O artigo 1 intitulado Optimization Algorithm Applied to Environmental Control in Broiler 

Houses, está em fonte aberta encontra-se no link: 

https://www.scielo.br/j/rbca/a/6ySZL9zwBhn3dTxb8wNr5Jn/abstract/?lang=en 

Referente à Figura 2, os gráficos (“a”, “b”, “c”, “d”, “e”) apresentam as distribuições de 

frequencia dos resultados obtidos das otimizações para os quatro tipos de aviários  blue-

house (A), dark-house(B), mansory walls(C) and wide broiler house(D). 

Os pesos W1 a W5 utilizados na equação 2, foram extraídos de Martinez et al. (2021). 

https://www.scielo.br/j/rbca/a/6ySZL9zwBhn3dTxb8wNr5Jn/abstract/?lang=en
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4.2 Artigo 2 

O artigo 2 intitulado Application of Hybrid Metaheuristic Optimization Algorithm (SAGAC) 

in Beef Cattle Logistics, está em fonte aberta encontra-se no link: 

https://www.researchgate.net/profile/Marco-

Benvenga/publication/354273919_Application_of_Hybrid_Metaheuristic_Optimization_

Algorithm_SAGAC_in_Beef_Cattle_Logistics/links/613228550360302a007a5736/Appli

cation-of-Hybrid-Metaheuristic-Optimization-Algorithm-SAGAC-in-Beef-Cattle-

Logistics.pdf 

 

https://www.researchgate.net/profile/Marco-Benvenga/publication/354273919_Application_of_Hybrid_Metaheuristic_Optimization_Algorithm_SAGAC_in_Beef_Cattle_Logistics/links/613228550360302a007a5736/Application-of-Hybrid-Metaheuristic-Optimization-Algorithm-SAGAC-in-Beef-Cattle-Logistics.pdf
https://www.researchgate.net/profile/Marco-Benvenga/publication/354273919_Application_of_Hybrid_Metaheuristic_Optimization_Algorithm_SAGAC_in_Beef_Cattle_Logistics/links/613228550360302a007a5736/Application-of-Hybrid-Metaheuristic-Optimization-Algorithm-SAGAC-in-Beef-Cattle-Logistics.pdf
https://www.researchgate.net/profile/Marco-Benvenga/publication/354273919_Application_of_Hybrid_Metaheuristic_Optimization_Algorithm_SAGAC_in_Beef_Cattle_Logistics/links/613228550360302a007a5736/Application-of-Hybrid-Metaheuristic-Optimization-Algorithm-SAGAC-in-Beef-Cattle-Logistics.pdf
https://www.researchgate.net/profile/Marco-Benvenga/publication/354273919_Application_of_Hybrid_Metaheuristic_Optimization_Algorithm_SAGAC_in_Beef_Cattle_Logistics/links/613228550360302a007a5736/Application-of-Hybrid-Metaheuristic-Optimization-Algorithm-SAGAC-in-Beef-Cattle-Logistics.pdf
https://www.researchgate.net/profile/Marco-Benvenga/publication/354273919_Application_of_Hybrid_Metaheuristic_Optimization_Algorithm_SAGAC_in_Beef_Cattle_Logistics/links/613228550360302a007a5736/Application-of-Hybrid-Metaheuristic-Optimization-Algorithm-SAGAC-in-Beef-Cattle-Logistics.pdf
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Fig. 3 
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The appendix 1 shows results of simulations which indicate the combination of 

processing plant  (i), route (j), employimg truck (k). 

Appendix 1 – Results of simulations of SAGAC and Ribeiro et al. (2018) 

Assay Payment($) 

Routes (Xijk) 

SAGAC Ribeiro et al., 2018 

22 
       

18,724.00  X115 = 12 x115 = 12 

21 
     

29,938.00  X115 = 19 x115 = 19 

20 
       

31,540.00  X115 = 20 x115 = 20 

19 
        

41,152.00  X115 = 26 x115 = 26 

18 
       

51,686.00  X115 = 28 / X113 = 5 x114 = 5, x115 = 28 

17 
       

54,818.00  X115 = 28 / X113 = 7 x114 = 7, x115 = 28 

16 
       

59,516.00  X115 = 28 / X113 = 10 x114 = 10, x115 = 28 

15 
     

62,648.00  X115 = 28 / X111 = 12 x114 = 12, x115 = 28 

14 
      

72,522.00  X115 = 28 / X112 = 12 / X344 = 7 x115 = 28, x344 = 19 

13 
      

79,932.00  X115 = 28 / X112 = 12 / X344 = 12 x114 = 24, x345 = 28 

12 
     

82,896.00  X115 = 28 / X113 = 12 / X344 = 14 x111 = 12, x115 = 28, x344 = 14 

11 
     

88,824.00  X113 = 12 / X115 = 28 / X344 = 18 x111 = 12, x115 = 28, x344 = 18 

10 
       

91,812.00  X114 = 24 / X111 = 12 / X345 = 24 x111 = 12, x114 = 24, x345 = 24 

9 
     

98,839.00  X114 = 24 / X111 = 12 / X345 = 28 / X342 = 1 x111 = 4, x112 = 12, x114 = 24, x345 = 25 

8 
      

101,725.00  X113 = 12 / X114 = 24 / X345 = 28 / X342 = 3 x111 = 4, x112 = 12, x114 = 24, x345 = 27 

7 
    

106,054.00  X114 = 24 / X111 = 12 / X345 = 28 / X342 = 6 x112 = 12, x114 = 24, x341 = 6, x345 = 28 

6 
    

108,940.00  X112 = 12 / X114 = 24 / X345 = 28 / X343 = 8 x112 = 12, x114 = 24, x343 = 8, x345 = 28 

5 
     

113,269.00  X112 = 12 / X114 = 24 / X345 = 28 / X341 = 11 x112 = 12, x114 = 24, x341 = 11, x345 = 28 

4 
     

116,954.30  X345 = 28 / X341 = 12 / X113 = 12 / X114 = 24 / X232 = 2 
x111 = 12, x113 = 4, x114 = 24, x343 = 10, x345 = 

28 

3 
     

119,696.60  X113 = 12 / X114 = 24 / X341 = 12 / X345 = 28 / X232 = 4 
x111 = 12, x113 = 4, x114 = 24, x342 = 12, x345 = 

28 

2 
      

125,181.20  X343 = 12 / X345 = 28 / X114 = 24 / X111 = 12 / X232 = 8 
x112 = 12, x114 = 24, x233 = 8, x341 = 12, x345 = 

28 

1 
     

127,923.50  X114 = 24 / X111 = 12 / X343 = 12 / X345 = 28 / X232 = 10 
x111 = 12, x114 = 24, x233 = 10, x342 = 12, x345 

= 28 

23 
    

134,978.00  X341 = 12 / X346 = 28 / X112 = 12 / X115 = 28 / X234 = 10  

24 
    

148,904.00  X342 = 12 / X345 = 28 / X111 = 12 / X116 = 28 / X234 = 20  

25 
     

162,201.30  X341 = 12 / X346 = 28 / X115 = 28 / X113 = 12 / X234 = 24 / X232 = 6  

26 
     

174,752.20  X233 = 12 / X234 = 24 / X115 = 28 / X111 = 12 / X342 = 12 / X346 = 28 / X127 = 4  

27 
     

186,812.20  X231 = 12 / X237 = 24 / X115 = 28 / X113 = 12 / X346 = 28 / X342 = 12 / X124 = 14  

28 
    

198,872.20  X115 = 28 / X112 = 12 / X233 = 12 / X234 = 24 / X341 = 12 / X346 = 28 / X127 = 24  

29 
    

213,704.00  X348 = 12 / X3410 = 28 / X236 = 28 / X231 = 12 / X115 = 28 / X113 = 12 / X124 = 24 / X459 = 8  

30 
   

240,686.40  X124 = 24 / X3410 = 28 / X343 = 12 / X235 = 28 / X232 = 12 / X116 = 28 / X111 = 12 / X457 = 24 / X459 = 8  

31 
    

273,953.20  
X238 = 12 / X233 = 12 / X564 = 24 / X115 = 28 / X111 = 12 / X127 = 24 / X3410 = 28 / X459 = 24 / X452 = 12 / X116 

= 28   

 

The Appendix 1 presents the results of comparison between SAGAC algorithm and 

Ribeiro et al. (2018). The results of comparison are in assays 1 to 22. The assays 23 to 

31 belong to SAGAC only. The assays 23 to 31 show the results of a test performance 

of SAGAC algorithm which simulates transport of 90 units at 23 assay to 204 units to at 

31 assay.  
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4.3 Artigo 3 

O artigo 3 intitulado Hybrid metaheuristic algorithm for optimizing monogastric growth 

curve (pigs and broilers), está em fonte aberta encontra-se no link: 

https://www.mdpi.com/2624-7402/4/4/73 

 

https://www.mdpi.com/2624-7402/4/4/73
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CAPÍTULO 5 

5 Considerações Finais 

 

5.1 Conclusões 

Este projeto apresentou um algoritmo metaheurístico híbrido de otimização como 

uma ferramenta viável para os processos do agronegócio, melhorando a eficiência 

desses processos e também da qualidade de seus produtos. O objetivo era investigar o 

desempenho do algoritmo metaheurístico híbrido SAGAC na solução de alguns 

problemas de produção de proteína animal de precisão. Três artigos foram 

desenvolvidos e publicados durante este projeto e, uma síntese de cada um deles é 

apresentada a seguir. 

 Para o artigo 1, aplicou-se o algoritmo metaheurístico para pesquisar uma 

combinação dos parâmetros ambientais (Temperatura = Tbs (°C), Umidade Relativa do 

ar = UR (%), Velocidade do vento = Var (m/s), Concentração de Amônia = NH3 (ppm) e 

Concentração de gás carbônico = CO2 (ppm)). O processo de otimização considerou 

quatro faixas etárias das aves (21, 28, 35, 42 dias) e os resultados obtidos mostraram 

que houve aumento na taxa de melhoria da ambiência para as quatro faixas etárias, 

com a maior taxa de melhoria para as aves com 21 dias de idade.  

Para o artigo 2, aplicou-se o SAGAC para otimizar os parâmetros logísticos 

(frigorífico, rota, caminhão) do processo de transporte de gado de corte entre o produtor 

e o frigorífico. Neste caso, haviam resultados obtidos por meio de um algoritmo 

determinístico (Branch-and-bound) os quais foram comparados com os resultados 

obtidos pelo SAGAC. Nas 22 duas simulações realizadas, o SAGAC obteve um 

desempenho médio 0,14% melhor que o algoritmo Branch-and-bound.  

Para o artigo 3, utilizou-se o SAGAC para otimizar a combinação dos parâmetros 

de três modelos de curvas de crescimento (Gompertz, Logistic e Von Bertalanffy) de 

monogástricos (frangos e suínos) com o intuito de obter o maior coeficiente de 

derminação (R2) que representa a probabilidade de acerto dos dados simulados em 

relação aos dados reais de crescimento dos animais, indicando, por consequencia, o 

grau de confiabilidade nos dados do planejamento do processo. Os resultados obtidos 

apresentaram percentuais de coeficiente de determinação acima de 99% para frangos, 

com destaque para o modelo Gompertzque apresentou a maior taxa (99,998%) e, acima 

de 93% para suínos, com destaque para o modelo Logistic que apresentou a maior taxa 

(97,380%). 



75 

 

No que tange ao objetivo deste trabalho que é investigar o desempenho do 

algoritmo metaheurístico híbrido SAGAC constatou-se, por meio dos três artigos 

apresentados que o objetivo foi alcançado e que o algoritmo SAGAC apresentou 

desempenho superior à outras técnicas nos casos abordados.  

 

5.2 Recomendações de trabalhos futuros 

Percebe-se após a conclusão deste trabalho que o algoritmo metaheurístico híbrido 

SAGAC e as técnicas heurísticas e metaheurísticas como um todo podem ser 

melhoradas e aplicadas em diversos problemas de otimização. 

 Implementar o SAGAC em outros problemas práticos cujos resultados obtidos 

por outros algoritmos não foram satisfatórios, seria um campo com potencial de 

sucesso a ser considerado. 

 Outra possibilidade seria a comparação do SAGAC com técnicas híbridas de 

otimização que, têm demonstrado obter melhores resultados em processos de 

otimização. 
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ANEXOS 

Anexo 1 – Pesudo-código do algoritmo SAGAC 

Algorithm  Hybrid SAGAC - Beginning 

01: popsize ← desired population size 

02: P ← {} - “vector of GA population” 

03: Best_GA ← *none 

04: elite_group_size ← popsize * 0.1 

05: qt_atempt ← 1 

06: prob_mutation ← 0.04 

Algorithm Simulated Annealing (SA) - Beginning 

07: for index = 1 to popsize times 

08:     t ← temperature, initially a high number 

09:     prod ← probability to accept new random solution 

10:     S ← random initial solution 

11:     AssessFitness(S) 

12:     Best_SA ← S 

13:     repeat 

14:         R ← random soultion 

15:         AssessFitness(R) 

16:         ∆ = Fitness(R) - Fitness(S) 

17:         if ∆ > 0 then 

18:             S ← R 

19:         else 

20:             if 𝑒
Δ

𝑡  ≤ prob then 

21:                 S ← R 

22:             end-if 

23:         end-if 

24:         if Fitness(R) better than Fitness(S) then 

25:         S ← R 

26:         Decrease t 

27:         if Fitness(S) better than Fitness(Best_SA) then 

28:             Best_SA ← S 

29:     until t < 0 

30:     P ∪ Best_SA 

31:     if Fitness(Best_SA) better than Fitness(Best_GA) then 

32:         Best_GA ← Best_SA 

33: next index 

Algorithm Simulated Annealing (SA) - End 

Algorithm Genetic Algorithm (GA) - Beginning 

34: repeat 
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35:     sort P in descending order of Fitness value 

36:     exclude (P – elite_group_size) 

37:     for i = 1 to elite_group_size step 2 

38:         repeat 

39:             Parent Pi ← SelectWithReplacement(P) 

40:             Parent Pi+1 ← SelectWithReplacement(P) 

41:             Children Ci, Ci+1 ← Crossover(Copy(Pi), Copy(Pi+1)) 

42:             generate random value between 0 and 1 

43:             if random value  ≤ prob_mutation then 

44:                 Mutate(Ci), Mutate(Ci+1) 

45:             end-if 

Function Aceleration Convergence (AC) - Beginning 

46:             total_attempts ← 0 

47:             if total_attempts < qt_atempt then 

48:                 if Children Ci or Children Ci+1 worse than elite Parent Pelite_group_size then 

49:                     exclude Children that is worse than elite Parent Pelite_group_size 

50:                     replace worse Parent P between Parent Pi and Parent Pi+1 by another Paren P 

51:                 end-if 

52:                 total_attempts = total_attempts + 1 

53:             end-if 

54:         until (Children Ci or Children Ci+1 better than ore qual to elite Parent Pelite_group_size)  or 

(total_attempts = qt_atempt) 

Function Aceleration Convergence (AC) - End 

55:     next índex 

56:     generate (P – elite_group_size) randomly 

57:     AssessFitness for each Pi 

58: until have run out of time 

59: return Best_GA 

Algorithm Genetic Algorithm (GA) - End 

Algorithm  Hybrid SAGAC – End 
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Anexo 2 – Registro de software do aplicativo desenvolvido no Artigo 1 

Como mais um produto desta tese obteve-se junto ao INPI o registro do software 

relacionado ao artigo 1. 

 


